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RESUMEN 
 
La  predicción  de  recidiva  en  pacientes  que  han  sido  
operados  de  cáncer  de  mama  juega  un  papel  muy 
importante en tareas médicas como el diagnostico y la 
planificación del tratamiento que hay que realizarle al 
mismo.  En  la  actualidad,  los  expertos  médicos  están  
llevando  a  cabo  estas  tareas  usando  técnicas  no 
numéricas.  Las redes neuronales  artificiales  se muestran  
como una herramienta  potente para el análisis de 
conjuntos de datos donde hay relaciones no lineales entre los 
datos a estudio y la información a ser predecida. En este 
artículo estimamos tanto la probabilidad de clasificación 
correcta como la regla de Bayes utilizando un perceptrón 
multicapa, que nos permite, al mismo tiempo,  conocer la 
precisión de la regla de decisión obtenida. Este estudio se ha 
aplicado en la predicción de recidiva de pacientes operados 
de cáncer de mama, usando para ello datos clínico-
patológicos (tamaño del tumor, edad del paciente, receptores 
de estrógenos, etc.) procedentes del servicio médico de 
Oncología del Hospital Clínico Universitario de Málaga. Se 
han estudiado diferentes topologías del perceptrón multicapa 
para obtener la mejor precisión en la predicción. Los 
resultados actuales muestran que, después del proceso de 
aprendizaje, el modelo teórico final propuesto es apropiado 
para hacer predicciones de la probabilidad de recidiva  en 
diferentes intervalos de tiempo. 
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1. INTRODUCCION 
 

La  predicción  es  un intento  de  diagnosticar con precisión  
la  evolución  de  un  sistema  específico usando para ello la 
información obtenida a partir de un  conjunto  concreto de  
variables  que  describen dicho sistema. 
 
 
 
 
El  problema   que   se plantea   frecuentemente   en medicina  
clínica  es como  llegar  a una  conclusión sobre el 
pronóstico de pacientes cuando se presentan con una 
información clínica compleja. Los expertos clínicos    
 

Usualmente  toman decisiones  basadas  en una simple 
dicotomización de variables  en clasificaciones favorable y 
desfavorables (McGuire,  1990).  En  este  trabajo, 
analizamos  el proceso  de  decisión  que  se  presenta  
cuando  los pacientes con un cáncer de mama primario 
reciben una cierta terapia para eliminarlo. En este punto es 
muy  importante  estimar  la  probabilidad  de  que  el 
paciente  sufra  una  recaída  en  su  enfermedad  de manera 
que el riesgo y los beneficios esperados de terapias 
específicas se puedan comparar. 
 
Las redes neuronales se aplican en un amplio rango de 
problemas (Gorman, 1988; O’Neill, 1991; Qian, 1988)  en  
los  que  en  múltiples  casos  superan  en resultados   a   los   
modelos   estadísticos   clásicos (White,  1989).  Baxt (1990)  
mostró  la  exactitud predictiva de los                  modelos  de  redes  
neuronales artificiales en el diagnóstico  médico. En este 
caso, nosotros  utilizaremos   la  capacidad   de  las  redes 
neuronales para reconocer las relaciones complejas, y 
altamente no lineales, que se presentan a la hora de realizar 
el diagnóstico médico. 
 
Algunos  autores  (Ravdin,  1992;  Jefferson,  1996) han   
modelado   sistemas   para   la   predicción   de recidiva   de   
pacientes   después   de   haber   sido operados  de  cáncer  
de  pulmón  y  de  mama.  Ellos hacen uso de las redes 
neuronales para llevar a cabo análisis   de   supervivencia   
junto   con   diferentes estimadores  de  supervivencia  que  
manejan  datos censurados  de  pacientes.  Esto  implica  
que  los factores de pronóstico, por ejemplo en cánceres de 
mama  con  tratamiento adyuvante después de la cirugía, sean 
independientes del tiempo transcurrido,  pero  esto  no  es  
realmente  cierto.  Es decir, que la influencia del factor de 
pronóstico no sea la misma para diferentes  intervalos  de 
tiempo. Diferentes    técnicas   para   la   estimación    de   la 
supervivencia,  como  el  análisis  de  Kapplan-Meier (Kaplan  
et al., 1958) y el modelo  de regresión  de Cox (Cox, 
1972), suponen que la influencia  de un factor de 
pronóstico  no cambia durante  el tiempo. Además,  al existir  
un  “pico”  de  recurrencia  en  la distribución de probabilidad 
de recidiva (Alba et al. 1999) se demuestra que dicha 
probabilidad no es la misma a lo largo del tiempo,  
dependiendo por tanto del periodo en el que se encuentre el 
paciente. 
 
Debido a todo esto, nosotros proponemos un sistema basado 
en redes     neuronales con              topologías específicas para cada 
intervalo de tiempo durante el periodo de seguimiento de los 
pacientes. 
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Este artículo está organizado de la siguiente forma: en la 
sección  2 presentamos el  material experimental usado; en la 
sección 3 presentamos la regla  de  decisión,  el  modelo  de  
pronóstico  y  los resultados  obtenidos;  y finalmente,  en la 
sección 4 exponemos las conclusiones y el trabajo futuro. 
 

2. MATERIAL EXPERIMENTAL 
 

Los  datos  de  los  pacientes  usados  en  el  análisis proceden 
de una base de datos del Servicio Médico de Oncología del 
Hospital Clínico Universitario  de Málaga.  Está  base  de  
datos  contiene  un  total  de 1035 registros correspondiente  
cada uno de ellos a un paciente y han sido recopilados a lo 
largo de 30 años. Cada registro está estructurado en 85 
campos que   contienen   información   acerca   de   medidas 
postquirúrgicas, datos personales, tipo de tratamiento,  edad,  
etc. Después  de consultar  a los expertos  médicos,  el 
conjunto  de variables  que se han  considerado  más  
oportunas  para  preparar  el modelo predictivo consta de 
los siguientes factores de pronóstico: edad del paciente, 
tamaño del tumor, número de ganglios axilares, número de 
embarazos, edad del primer embarazo  y la edad de 
menarquía (primera menstruación). En la tabla 1 mostramos 
la media, máximo, mínimo, rango y desviación típica de  
todas  las  variables  que  representan  a  dichos factores de 
pronósticos. 
 

3. EL SISTEMA DE DIAGNOSTICO 
 

3.1 Aproximando la Regla de Decisión de 
Bayes  
 

El  problema  que  se  nos  presenta  es  el  siguiente: dado  un  
paciente  determinado  que  presenta  unos factores de 
pronóstico concretos ¿sufrirá recaída de la enfermedad 
durante los intervalos del periodo de seguimiento?    Para   
responder    a   esta   pregunta necesitamos  una regla de 
decisión.  El criterio  que vamos a seguir para elegir dicha 
regla va a ser el de maximizar la probabilidad de 
clasificación correcta, es  decir  vamos  a  tratar  de  
determinar  la  regla  de decisión  de  Bayes  (Duda  et  al.,  
1973)  que  viene dada por la expresión: 
 

 
donde p (Ci/x) es la distribución de probabilidad a posteriori y fi 
es la probabilidad de clasificar el patrón x en la clase Ci. 
 
Por ello necesitamos determinar la probabilidad de clasificación 
correcta de Bayes en nuestro problema. Sea p (Ci) la 
probabilidad a priori de la clase Ci, donde i = 1 identifica a la 
clase “recidivar” e i = 2 identifica a la clase “no recidivar”, y sea 
pii la probabilidad condicionada de clasificar un patrón de la 
clase Ci en Ci, entonces la probabilidad de clasificación correcta 
viene dada por la expresión: 
 

 
 
 
 
 

 
De la misma forma tenemos que 

 
De las ecuaciones (1) y (2) obtenemos 

 
Por tanto p ≥ Max {p (C1), p (C2)} que nos da una idea de cuál 
es el valor más pequeño que podemos conseguir para la 
probabilidad de clasificación correcta. 
 
La distribución de probabilidad a posteriori, p (Ci/x), es 
desconocida en el problema que se nos presenta, por lo que 
tenemos que estimarla y obtener así una probabilidad de 
clasificación correcta aproximada. Funahashi K. (1998) 
demuestra que en una red neuronal de tres capas, usando un 
algoritmo de retro propagación donde, para el entrenamiento, se 
asigna salida uno, cuando el patrón de entrada pertenece a la 
clase C1, y salida cero, cuando pertenece a la clase C2, la salida 
de la red tiende a la distribución de probabilidad a posteriori p 
(C1/x). Es decir, al finalizar el proceso de aprendizaje, tenemos 
que 
 

 
donde F (x, t, w) es la salida de la red para un patrón de entrada 
x dado, y siendo t y w las matrices de pesos sinápticos obtenidas 
tras el proceso de aprendizaje. Por lo tanto, la regla de decisión 
de Bayes estimada viene dada por la expresión  
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que nos da la probabilidad de clasificación del patrón x en la 
clase C1. Así, si f(x) = 1, el patrón se clasifica en la clase C1 y si 
f(x) = 0, se clasifica en la clase C2.  
De las ecuaciones (3) y (4) obtenemos que la probabilidad 
estimada de clasificación correcta de Bayes venga dada por la 
expresión 
 

 
donde n es el número total de pacientes en estudio. 
 
Las probabilidades p11 y p22 se pueden también estimar 
mediante la red neuronal multicapa como 
 

 
donde m es el número total de pacientes que recidivan. 
 
La probabilidad estimada de clasificación correcta de Bayes 
dada en la ecuación (6) es la cota superior que podemos alcanzar 
en nuestro problema, es decir, nos da una idea de la dificultad de 
la clasificación en donde la mejor regla de decisión nos daría a 
lo sumo dicha probabilidad. 
 

3.2 El Modelo Propuesto 
 

Los factores de pronóstico utilizados en el cáncer de mama 
operable, cuando se usa terapia adyuvante después de la cirugía, 
son dependientes del periodo de tiempo en estudio. Esto quiere 
decir que la importancia de un factor de pronóstico no es la 
misma para los diez primeros meses que, por ejemplo, para el 
intervalo comprendido entre los cincuenta y sesenta meses. En 
diferentes técnicas para la estimación de supervivencia, como el 
análisis de Kapplan-Meier (Kaplan et al., 1958) y el modelo de 
regresión de Cox (Cox, 1972), se supone que la importancia del 
factor de pronóstico no cambia durante la evolución del tiempo 
y esto no es 
cierto en nuestro caso. Hay que añadir también que la 
probabilidad de recidiva del paciente no es la misma a lo largo 
del tiempo, ya que existe un “pico” de recurrencia en la 
distribución de probabilidad de recidiva que ha sido demostrado 
empíricamente (Alba et al., 1999). 
 

Considerando todo esto y la justificación de la regla de decisión 
propuesta en la ecuación (5), proponemos un esquema basado en 
diferentes topologías de redes neuronales, específicas para cada 
intervalo de tiempo en los que se ha dividido el periodo de 
tratamiento de los pacientes. Este esquema consta de un sistema 
de perceptrones multicapa y de una unidad de disparo que 
implementa dicha regla de decisión (ver la figura 1). El sistema 
neuronal computa un conjunto de atributos extraídos del registro 
del paciente y obtiene como salida una estimación de la 
probabilidad a posteriori de recidiva para dicho paciente. La 
unidad de disparo recoge la salida del sistema neuronal y nos da 
el diagnóstico atendiendo a la regla de decisión propuesta en la 
ecuación (5). 
 
Todos los sistemas neuronales, considerados para cada intervalo 
de tiempo, tienen tres capas (entrada, oculta y salida) y usan la 
tangente hiperbólica como función de transferencia en la capa 
oculta, y la función logística en la capa de salida. 
 
Un aspecto crucial para poder realizar aprendizaje y diagnóstico 
en la red neuronal es seleccionar dos conjuntos independientes 
de datos procedentes de la base de datos de los pacientes, que 
serán usados respectivamente para el entrenamiento de la red y 
para validar la eficacia de la predicción (Haykin, 1994). 
 

 
Figura 1. Sistema de diagnostico propuesto. 

 
Tabla 1. Número de pacientes y probabilidades a priori para 

cada intervalo de tiempo 

 
Durante la fase de entrenamiento, los factores de pronóstico se 
introducen periódicamente y en la misma proporción hasta que 
la red nos proporcione como salida un uno cuando el estado del 
paciente sea “recidivar” y cero cuando el estado sea “no 
recidivar”. Los valores de los pesos sinápticos de la red se van 
actualizando mediante el algoritmo de retro propagación de 
Levenberg-Marquardt (Patterson, 1996). 
 
Previamente, para poder facilitarle los datos a la red, hemos 
tenido que realizar preprocesamiento de los factores de 
pronóstico. Primero hay que estudiar todos los factores de 
pronóstico y su distribución para eliminar los valores perdidos y 
reducir el impacto de los que se encuentran en la cola de las 
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distribuciones; y segundo, normalizar todos los factores de 
pronóstico para que se extiendan dentro del rango central de la 
función de transferencia de la capa oculta de la red ([-1,1] para 
la tangente hiperbólica). 
 
Los subconjuntos de datos correspondientes a cada intervalo de 
tiempo estudiado se han seleccionado de los 1035 pacientes de 
la base de datos del servicio de oncología y se han clasificado en 
las clases C1 y C2. Dicha clasificación se hace para cada 
intervalo teniendo en cuenta todos los pacientes de la base de 
datos, de forma que, dado un intervalo de tiempo Ii en estudio 
(ver tabla 2 para los intervalos), los pacientes seleccionados, y la 
clase a la que se asignan, se obtienen según las siguientes reglas: 
1. Pacientes del intervalo Ii: se contabilizan como de la clase C1 
aquellos pacientes cuyo estado de supervivencia para dicho 
intervalo sea recidivado. El resto se ignoran. 
2. Pacientes del intervalo Ij (j<i): se contabilizan para la clase 
C2 aquellos pacientes cuyo estado de supervivencia era 
recidivado. El resto se ignoran. 
3. Pacientes del intervalo Ik (i<k): Se contabilizan todos para la 
clase C2. 
 
En la tabla 1 se muestra, para cada intervalo de tiempo, tanto el 
número total de pacientes seleccionados, como la probabilidad a 
priori de recidivar, que no es sino el tanto por ciento de 
pacientes de la clase C1 con respecto al total para ese intervalo.  
 
La inicialización de los pesos es importante en el proceso de 
aprendizaje con redes neuronales artificiales. Con el fin de 
mejorar el error cuadrático al final del proceso de aprendizaje, se 
han realizado diferentes inicializaciones de pesos para obtener el 
mejor conjunto de valores de los pesos sinápticos. 
 

 
Figura 2. Probabilidad de clasificación correcta estimadas 

para los diferentes intervalos de tiempo según que hayamos 
utilizado la regla de Bayes (PCEB), la regla de Bayes 

obtenida por la red neuronal (PCRN) y las probabilidades a 
priori (PCAP). 

Además, para mejorar la precisión del modelo se ha usado la 
técnica cross-validation (Janssen et al., 1988) para obtener el 
valor medio de las probabilidades de clasificación correcta. 
 

3.3 Resultados 
 
Para poder evaluar la probabilidad de clasificación correcta de 
nuestro sistema, hemos dibujado simultáneamente en la figura 2, 
y para todos los periodos de tiempo, la probabilidad de 
clasificación 

correcta estimada cuando se utiliza la regla de Bayes (PCEB), la 
probabilidad de clasificación correcta estimada cuando se utiliza 
la red neuronal (PCRN) y la probabilidad a priori de no recidiva 
de los pacientes (PCAP). 
 
En dicha figura podemos observar varios resultados. Primero, el 
sistema propuesto (PCRN) siempre mejora la probabilidad a 
priori (PCAP) de no recidivar. Esto es importante destacarlo 
dada la dificultad del problema, ya que los valores para la PCAP 
son muy altos en cada intervalo de tiempo. Además, esta mejora 
es mayor en el intervalo más crítico (I2) del periodo de 
recuperación del paciente (Alba E. et al., 1999). Segundo, la 
PCRN es siempre menor que la PCEB y sigue la ascendencia de 
la misma, como era de esperar. Además, es importante apuntar 
que la diferencia entre ambas (PCRN y PCEB) no es 
significativa, lo que significa que la regla propuesta en la 
ecuación (5) es un buen estimador de la regla de decisión de 
Bayes. 
 

4. CONCLUSIONES 
 
Se han utilizado diferentes topologías de perceptrones multicapa 
para obtener la mejor precisión en la probabilidad de 
clasificación correcta de pacientes que recidivan después de 
haber sido operados de cáncer de mama, usando para ello datos 
clínico-patológicos. El sistema final propuesto, basado en una 
estimación de la regla de decisión de Bayes mediante redes 
neuronales, consigue predicciones sobre la probabilidad que 
tiene el paciente de recidivar en diferentes intervalos de tiempo 
durante su periodo de tratamiento con una tasa de error muy 
pequeña. La tasa de error se ha podido comprobar al conseguir 
estimar la probabilidad de clasificación correcta (cuando se 
utiliza la regla de Bayes verdadera en lugar de la estimada) 
mediante la salida suministrada por la red neuronal. 
 
El siguiente paso dentro de esta línea de trabajo es intentar 
buscar qué tipo de relación hay entre el valor de los pesos de la 
red neuronal y los factores médicos de diagnóstico usados, ya 
que uno de los problemas que tienen las redes neuronales es 
poder entender como procesan la información y cuál es la 
función no lineal que se constituye tras la matriz de pesos y las 
funciones de transferencia. Estamos actualmente trabajando en 
este problema mediante dos caminos distintos. El primero es 
entrenar la red neuronal alternativamente con diferentes 
entradas, incluyendo y omitiendo pares de variables para 
diferentes simulaciones. Es importante destacar que el registro 
de cada paciente del hospital tiene un total de 85 campos 
conteniendo distinta información de otros muchos posibles 
factores de pronóstico, además de los investigados en este 
trabajo. El segundo enfoque es introducir una metodología 
basada en algoritmos genéticos para la inducción automática de 
las topologías de redes neuronales, para identificar cuáles son 
aquellas variables que tienen más importancia en la mejora del 
pronóstico. 
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